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倒産は,企業が経営をするうえで,直接的ま
たは間接的に影響を受ける利害関係者であ
るステークホルダー(stakeholder)に⼤
きな影響を与える.

具体的には顧客,従業員,株主,地域社会,⾦融機関な
どのステークホルダーが,多⼤な損失をうける.
したがって倒産は回避をしなければならない.
または,早めに倒産予知をすることにより,損失を未
然に防いだり,損失を少なくすることができる.

1. 研究背景

本研究ではそのようなステークホルダーおよび投資家に対して,
より精度の良い倒産情報を提供するために,倒産予知モデルの
構築を⾏う.
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1. 研究背景

出所：帝国データバンク『全国企業倒産集計』より作成
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年別上場企業倒産数の推移
倒産件数の推移

⽇本の上場企業の倒産数は
リーマンショックの時期を
ピークに約90%減少している．
しかし，リーマンショックの
ような事態が今後いつ発⽣するか
予測することはできない．

実際，誰も予測し得なかった新型
コロナウイルス感染症の流⾏によ
り多くの⽇本企業の売り上げが
減少している．
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1. 研究背景
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企業が経営に⾏き詰まり，破綻し東京証券取引所の
上場廃⽌になり，株価などのデータが取得できない状態．

本研究での倒産の定義

倒産予知モデル構築に当たっては,企業外部に公表されている限られたデータ
から出来るだけ早く、かつ、精度よく倒産を予知したい⽴場から研究を⾏う.
データとしては,⽇経メディアマーケティングが提供するNEEDS-Financial
QUESTが提供する資料を⽤いる.

予知⼿法
倒産予知研究は⻑く，歴史的に⾒れば当初の Altman(1968)の Multiple 
discriminant analysis (MDA)を⽤いた研究に⾒られるように，統計的⼿法が数多
く⽤いられてきた．
近年では機械学習の台頭により，統計的⼿法よりも判別予知精度が向上している．
本研究では機械学習⼿法を⽤いてモデル構築を⾏う.
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2. 研究⽬的

27指標を⽤いた
４つのモデル⽐較

財務指標 財務指標 株価指標＋

本研究では建設業と不動産業の2業界のデータを⽤いて,倒産判別モデルを機械学習の
Decision Tree(DT)と Random Forest (RF), Neural Network (NN) ,Support
Vector Machine(SVM)の4⼿法を⽤いて倒産予知を⾏う.
説明変数として,財務指標のみの23指標と4つの株価に関する指標を加えた27指標を
⽤いることで,株価に関する指標がモデルに与える影響を考察する．
また,機械学習の４⼿法のモデル構築し,これらのモデルの予測精度を⽐較することで,
機械学習⼿法による予知精度の違いについても考える．
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Decision Tree (DT)
Random Forest (RF)
Neural Network (NN)

Support Vector Machine (SVM)

Decision Tree (DT)
Random Forest (RF)
Neural Network (NN)

Support Vector Machine (SVM)

23指標を⽤いた
４つのモデル
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3. データの概要

サンプルのデータは東京証券取引所において1991年から2015 年までに上場して
いた企業のデータをNEEDS-Financial QUESTより収集した.

対象業種︓建設業, 不動産業
理由︓東京証券取引所の33業界において1991年から2015 年までに上場し

ていた企業のうち倒産件数が最も多いのが建設業で,次に多いのが
不動産業のためである.

具体的には不動産業界においては倒産企業が33社,⾮倒産企業は445社,建設業界
においては倒産企業が44社,⾮倒産企業は3534社のデータを取集した.

建設業 不動産業
倒産企業 44 33
⾮倒産企業 3534 445
合計 3578 478
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3. データの概要-株価に関する4指標倒産企業の場合
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拡⼤
株価⽇次⽐率= ●倒産⽇𝟏⽇前の株価の終値

●倒産⽇の株価の終値

株価週次⽐率= ●倒産⽇𝟏週間前の株価の終値
●倒産⽇の株価の終値

株価⽉次⽐率= ●倒産⽇𝟏ヶ⽉の株価の終値
●倒産⽇の株価の終値

株価年次⽐率= ●倒産⽇𝟏年の株価の終値
●倒産⽇の株価の終値

倒産企業の株価に関する4指標は,倒産⽇の
株価の終値とそれぞれ倒産1⽇前,1週間
前,1ヶ⽉前,1年前の株価の終値の⽐を取っ
ている.
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3. データの概要3. データの概要-株価に関する4指標⾮倒産企業の場合

株価⽇次⽐率= ●決算⽇𝟏⽇前の株価の終値
●決算⽇の株価の終値

株価週次⽐率= ●決算⽇𝟏週間前の株価の終値
●決算⽇の株価の終値

株価⽉次⽐率= ●決算⽇𝟏ヶ⽉の株価の終値
●決算⽇の株価の終値

株価年次⽐率= ●決算⽇𝟏年の株価の終値
●決算⽇の株価の終値

拡⼤
⾮倒産企業の株価に関する4指標は,決算
⽇の株価の終値とそれぞれ倒産1⽇前,1週
間前,1ヶ⽉前,1年前の株価の終値の⽐を
取っている.
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4指標
①株価⽇次⽐率
②株価週次⽐率
③株価⽉次⽐率
④株価年次⽐率

3. データの概要-指標詳細

+

9

株価指標

23指標
①デットキャパシティレシオ ⑬借⼊⾦⽉商倍率
②短期借⼊⾦回転期間 ⑭負債回転期間
③売上⾼純利益率 ⑮売上⾼経常利益率
④借⼊⾦依存度 ⑯インタレストカバレッジ
⑤総資産有利⼦負債⽐率 ⑰⼀⼈当たり営業利益1
⑥売上⾼税引前利益率 ⑱⼀⼈当たり営業利益2
⑦⾃⼰資本分配率 ⑲売上⾼⾦融収⽀⽐率
⑧総資本当期純利益率 ⑳⻑期借⼊⾦返済年数
⑨当座⽐率 ㉑⾦融費⽤⽐率
⑩流動負債回転期間 ㉒経営資本営業利益率
⑪総資本経常利益率 ㉓総資本営業利益率
⑫有利⼦負債⽉商⽐率

財務指標



神奈川⼤学 経営システム⼯学研究室

4.分析⼿法
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使⽤する機械学習⼿法

23指標と27指標のそれぞれで,Decision Tree (DT)と Random Forest (RF), 
Neural Network (NN) ,Support Vector Machine (SVM)の 4つの機械学習⼿法を
使⽤し,判別モデルを構築する.その際に交差検証をすることで過学習を避け,モデルを汎
⽤的なものにする.モデルの構築にはVisual Mining Studio を⽤いる.

検討・考察

構築したモデルについて指標数や機械学習⼿法を変えたことによるモデルの精度の違いに
ついて考察する.精度を評価する指標として,正確度（Accuracy）,適合率（Precision）再
現率（Recall）,偽陽性率,偽陰性率を⽤いる.これらの評価指標のうち倒産を研究対象とし
ているので,倒産数を多く,かつ正しく予知する偽陰性率を重視した検討・考察を⾏う.
また,説明変数重要度を⽤いて使⽤した説明変数の重要度について考察する.
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学習データを条件分岐によって分割していく
ことによって回帰や分類を⾏う⼿法である.

以下にアルゴリズムを⽰す.

1. ある領域について全ての特徴量と分割候
補について不純度を計算する

2. 分割したときに不純度が最も減る分割で
領域を分割する

3. 分割後の領域について,1.2.を繰り返す

4.分析⼿法- Decision Tree (DT)
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短期借⼊⾦
回転期間が

0以上

デットキャ
パシティレ
シオが3.46
以上

当座⽐率が
0.39以上

⾮倒産 倒産 倒産 ⾮倒産

YesYes

No

No No

Yes
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決定⽊を複数組み合わせて,各決定⽊の
予測結果を多数決することによって結
果を得る.

以下にアルゴリズムを⽰す.
1. ランダムにデータを抽出する
2. 決定⽊を成⻑させる
3. 1,2ステップを指定回繰り返す
4. 予測結果を多数決することによって
分類閾値(ラベル)を決定する

モデル
倒
産
倒
産

⾮
倒
産

予測 多数決

倒
産
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4.分析⼿法-Random Forest (RF)
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⼈間の脳のしくみ（ニューロン間
のあらゆる相互接続）から着想を
得たもので,脳機能の特性のいくつ
かをコンピュータ上で表現するた
めに作られた数学モデル.

4.分析⼿法
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4.分析⼿法-Neural Network (NN)
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2つの要素を持つ⼆次元データが複数
ある平⾯に直線を引いて判別を⾏う.
直線はマージン最⼤化を⽤いる.多次
元の要素を持つときは変数を加えてベ
クトルの内積で求める.

4.分析⼿法
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4.分析⼿法-Support Vector Machine (SVM)
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交差検証とはデータをn個に分割
し,n-1個のグループのデータを
使って学習を⾏い,残りの⼀つの
グループでテストを⾏う.これを
n回繰り返し,n個の精度の平均を
計算して最終的な精度とする.

4.分析⼿法

データ1(テスト⽤) データ1(学習⽤) データ1(学習⽤)

データ2(学習⽤) データ2(テスト⽤) データ2(学習⽤)

データ3(学習⽤) データ3(学習⽤) データ3(テスト⽤)

データ1

データ2

データ3

データ

交差検証
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4.分析⼿法-交差検証(cross-validation)
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Model Optimizerは学習に適
した最適なモデルを⾃動的に
探索し予測精度の⾼いモデル
を効率的に構築する.
探索時に交差検証(cross-
validation)を⾏うため,凡⽤的
に精度の⾼いモデルを求める
ことができる.

4.分析⼿法

16

4.分析⼿法-パラメータ最適化
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1.正確度（Accuracy）

4.分析⼿法-5つの評価指標
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正確度とは,全体のデータの中で正しく
分類されたものの割合を⽰す.

Accuracy = 
𝑇 𝑃 #$%

$&#'&#'%#$%

モデルの予測

⾮倒産
(Positive)

倒産
(Negative)

実際の
クラス

⾮倒産
(Positive)

True Positive (TP)
正しく⾮倒産と判別

False Negative (FN)
誤って倒産と判別

倒産
(Negative)

False Positive (FP)
誤って⾮倒産と判別

True Negative (TN)
正しく倒産と判別

モデルの予測

倒産
(Positive)

⾮倒産
(Negative)

実際の
クラス

倒産
(Positive)

True Positive (TP)
正しく倒産と判別

False Negative (FN)
誤って⾮倒産と判別

⾮倒産
(Negative)

False Positive (FP)
誤って倒産と判別

True Negative (TN)
正しく⾮倒産と判別
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2.適合率（Precision）

適合率はPositiveと判別
されたデータの中で実際に
Positiveだった割合を⽰す.

今回の場合は,倒産と判別さ
れた中の実際に倒産した企
業の割合となる.

Precision = 
$&

$&#'&

モデルの予測

倒産
(Positive)

⾮倒産
(Negative)

実際の
クラス

倒産
(Positive)

True Positive (TP)
正しく倒産と判別

False Negative (FN)
誤って⾮倒産と判別

⾮倒産
(Negative)

False Positive (FP)
誤って倒産と判別

True Negative (TN)
正しく⾮倒産と判別

18

4.分析⼿法-5つの評価指標
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3.再現率 (Recall)

再現率とはPositiveデータ
の中で実際にpositiveと分
類された割合を⽰す.

今回の場合は,倒産企業の
中の実際に倒産と判別され
た割合となる.

Recall = 
$&

$&#'%

モデルの予測

倒産
(Positive)

⾮倒産
(Negative)

実際の
クラス

倒産
(Positive)

True Positive (TP)
正しく倒産と判別

False Negative (FN)
誤って⾮倒産と判別

⾮倒産
(Negative)

False Positive (FP)
誤って倒産と判別

True Negative (TN)
正しく⾮倒産と判別
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4.分析⼿法-5つの評価指標
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4.偽陽性率（False Positive Rate）

4.分析⼿法

偽陽性率とは,⾮倒産企業の中の誤っ
て倒産と判別された割合である.

偽陽性率 = ()
()#*+

モデルの予測

倒産
(Positive)

⾮倒産
(Negative)

実際の
クラス

倒産
(Positive)

True Positive (TP)
正しく倒産と判別

False Negative (FN)
誤って⾮倒産と判別

⾮倒産
(Negative)

False Positive (FP)
誤って倒産と判別

True Negative (TN)
正しく⾮倒産と判別
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4.分析⼿法-5つの評価指標
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5.偽陰性率 (False Negative Rate) 

4.分析⼿法

モデルの予測

倒産
(Positive)

⾮倒産
(Negative)

実際の
クラス

倒産
(Positive)

True Positive (TP)
正しく倒産と判別

False Negative (FN)
誤って⾮倒産と判別

⾮倒産
(Negative)

False Positive (FP)
誤って倒産と判別

True Negative (TN)
正しく⾮倒産と判別

偽陰性率= (+
*)#(+

偽陰性率とは,倒産企業の中の誤って
⾮倒産と判別された割合である.

21

4.分析⼿法-5つの評価指標
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5.分析結果-建設業結果まとめ

22

建設業 ⼿法 正確度 適合率 再現率 偽陽性率偽陰性率

23指標

DT 98.93 75.00 20.45 0.08 79.55
RF 99.77 0.00 0.00 0.00 100.00
NN 98.80 57.14 9.09 0.08 90.91
SVM 98.85 100.00 6.82 0.00 93.18

27指標

DT 99.63 80.39 93.18 0.28 6.82
RF 99.63 80.39 93.18 0.28 6.82
NN 99.86 95.35 93.18 0.06 6.82
SVM 99.64 96.97 72.73 0.03 27.27

偽陰性率より23指標の倒産判別の精度が悪いことがわかる.
27指標の偽陰性率を⾒るとDT,RF,NNが同じ6.82%を⽰しているが,偽陽性率を
⾒ると0.06%のNNがDTの0.28%とRFの0.28%より低い．
よって建設業では27指標のNNが最も精度が良かった．

全体の結果のまとめを以下に⽰す.

⼀番精度が
良い
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5.分析結果-不動産業の結果まとめ

23

建設業 ⼿法 正確度 適合率 再現率 偽陽性率偽陰性率

23指標

DT 98.93 75.00 20.45 0.08 79.55
RF 99.77 0.00 0.00 0.00 100.00
NN 98.8 57.14 9.09 0.08 90.91
SVM 98.85 100.00 6.82 0.00 93.18

27指標

DT 99.63 80.39 93.18 0.28 6.82
RF 99.63 80.39 93.18 0.28 6.82
NN 99.86 95.35 93.18 0.06 6.82
SVM 99.64 96.97 72.73 0.03 27.27

不動産業 ⼿法 正確度 適合度 再現率 偽陽性率偽陰性率

23指標

DT 97.70 84.38 81.82 1.12 18.18
RF 99.16 96.77 90.91 0.22 9.09
NN 99.58 96.97 96.97 0.22 3.03
SVM 99.37 94.12 96.97 0.45 3.03

27指標

DT 98.32 90.32 84.85 0.67 15.15
RF 99.60 100.00 93.94 0.00 6.06
NN 100.00 100.00 100.00 0.00 0.00
SVM 100.00 100.00 100.00 0.00 0.00

全体の結果のまとめを以下に⽰す.

偽陰性率より23指標の倒産判別の精度が悪いことがわかる.
27指標の⾒るとNN,SVMの偽陽性率と偽陰性率が0.00%を⽰している.
不動産業では27指標のNNとSVMが最も精度が良かった．

⼀番精度が
良い
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5. 分析結果- 建設業の混同⾏列(1)
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27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 10 3534

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 9 35

⾮倒産 3 3531

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 28 5

⾮倒産 3 442

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 27 6

⾮倒産 5 440

建設業のDecision Tree (DT)の混同⾏列

不動産業のDecision Tree (DT)の混同⾏列

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 10 3534

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 0 44

⾮倒産 0 3534

建設業のRandom Forest (RF)の混同⾏列

建設業のDTでは27指標モ
デルの正しく倒産と判別さ
れた企業は41社であった．
23指標モデルの9社と⽐べ
ると32社多く判別できてい
るため株価指標の影響が
あったといえる．

建設業のDTでは27指標モデ
ルの正しく倒産と判別された
企業は41社であった．
23指標モデルの0社と⽐べる
と41社多く判別できている
ため株価指標の影響があった
といえる．
23指標モデルとき全ての企
業が⾮倒産と判別された.
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5. 分析結果- 建設業の混同⾏列(2)
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27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 10 3534

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 9 35

⾮倒産 3 3531

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 28 5

⾮倒産 3 442

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 27 6

⾮倒産 5 440

建設業のDecision Tree (DT)の混同⾏列

不動産業のDecision Tree (DT)の混同⾏列

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 10 3534

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 0 44

⾮倒産 0 3534

建設業のRandom Forest (RF)の混同⾏列建設業のSVMでは23指標
モデルの正しく倒産と判別
された企業は3社，27指標
モデルではの32社となった.
他のDF,RF,NNが41社判別
できていたのに対し精度の
低い結果となった．

建設業のNNにおいて,23指
標モデルでは正しく倒産と
判別できた企業が4社だっ
たのに対して,27指標モデ
ルでは41社を判別できてい
る．そのため株価指標の影
響があったといえる.

NNの27指標モデルにおいて,倒産を正しく倒産と判別した企業数は41社で
DTとRFの結果(p.24)と同じだが，⾮倒産を誤って倒産と判別した企業については２社で，
DTとRFの10社より少ない.したがって,NNはDTとRFより優れたモデルといえる．

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 2 3532

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 4 40

⾮倒産 3 3531

建設業のNeural Network (NN)の混同⾏列

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 32 12

⾮倒産 1 3533

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 3 41

⾮倒産 0 3534

建設業のSupport Vector Machine (SVM)の混同⾏列
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27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 10 3534

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 9 35

⾮倒産 3 3531

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 28 5

⾮倒産 3 442

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 27 6

⾮倒産 5 440

建設業のDecision Tree (DT)の混同⾏列

不動産業のDecision Tree (DT)の混同⾏列

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 10 3534

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 0 44

⾮倒産 0 3534

建設業のRandom Forest (RF)の混同⾏列不動産業のRFでは27指標
モデルで正しく倒産と判別
された企業は31社であっ
た.23指標モデルの30社と
⽐べると1社多く判別でき
ている.
27指標モデルにおいて,DT
とRFを⽐べるとRFの⽅が
倒産企業を正しく判別でき
ている数が多いため,精度が
良いといえる.

不動産業のDTでは27指標
モデルで正しく倒産と判別
された企業は28社であった．
23指標の27社と⽐べると1
社多く判別できている.その
ため株価指標の影響があっ
たと考えられる．

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 28 5

⾮倒産 3 442

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 27 6

⾮倒産 5 440

不動産業のDecision Tree (DT)の混同⾏列

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 31 2

⾮倒産 0 445

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 30 3

⾮倒産 1 444

不動産業のRandom Forest (RF)の混同⾏列
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5. 分析結果- 不動産業の混同⾏列(2)
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27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 10 3534

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 9 35

⾮倒産 3 3531

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 28 5

⾮倒産 3 442

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 27 6

⾮倒産 5 440

建設業のDecision Tree (DT)の混同⾏列

不動産業のDecision Tree (DT)の混同⾏列

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 41 3

⾮倒産 10 3534

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 0 44

⾮倒産 0 3534

建設業のRandom Forest (RF)の混同⾏列
不動産業のSVMでは23指標
モデルで正しく倒産と判別
された企業は32社であった．
23指標モデルにおいて,NN
とSVMを⽐べるとNNが⾮
倒産を倒産と判別した1社
に対してSVMでは2社と
なっているのでNNの⽅が
精度が良い.

不動産業のNNでは27指標
モデルで正しく倒産と判
別された企業は33社で
あった．23指標モデルの
32社と⽐べると1社多く判
別できている.そのため株
価指標の影響があったと
考えられる．

27指標モデルのSVMとNNでは完璧に倒産と⾮倒産を判別することができた．

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 28 5

⾮倒産 3 442

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 27 6

⾮倒産 5 440

不動産業のDecision Tree (DT)の混同⾏列

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 31 2

⾮倒産 0 445

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 30 3

⾮倒産 1 444

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 33 0

⾮倒産 0 445

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 32 1

⾮倒産 1 440

不動産業のNeural Network (NN)の混同⾏列

27指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 33 0

⾮倒産 0 445

23指標
モデルの予測

倒産 ⾮倒産

実際の
クラス

倒産 32 1

⾮倒産 2 443

不動産業のSupport Vector Machine (SVM)の混同⾏列
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6.検討・考察 - 建設業
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説明変数重要度(Future importance)により,モデルが重要視している要因を明確に知
ることができる.

建設業の説明変数重要度

建設業の説明変数重要度(Future importance)

1位 株価年次⽐率
2位 株価週次⽐率
3位 株価⽉次⽐率
4位 株価⽇次⽐率
5位 インタレストカバレッジ
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建設業

株価年次⽐率,株価週次⽐率,株価⽉次⽐率および株価⽇時⽐率の株価の4指標が,1位から4
位にランクされた.

財務指標の23指標では,インタレストインタレストカバレッジが5位にランクされ,財務指
標では⼀番影響⼒の強い指標として抽出された.

インタレストカバレッジレシオ ＝営業利益＋受取利息＋受取配当⾦
⽀払利息＋割引料

インタレストカバレッジレシオは企業の債務返済能⼒を表す指標として⽤いられる.

企業のデフォルト率予測モデルにもよく⽤いられる指標で,本研究でも上位にランクされ,
本研究のモデルは妥当な結果を得たといえる.企業の信⽤⼒を評価するために,証券アナリ
ストにも企業の安全性分析を⾏う際にも⽤いられる.

6.検討・考察 - 建設業
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不動産業の説明変数重要度

1位 株価年次⽐率
2位 株価週次⽐率
3位 総資本当期純利益率(ROA)

4位 負債回転期間
5位⾃⼰資本分配率

不動産業の説明変数重要度(Future importance)
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6.検討・考察 - 不動産業
不動産業

総資本当期純利益率(ROA) ＝当期純利益総資産 =当期純利益売上⾼ ×売上⾼総資産

=売上⾼利益率×資産回転率

総資本当期純利益率(ROA)は,会社の事業に対して投資された資産について,ど
れだけ効率よく収益を得ているかを⽰す指標であり,良く⽤いられる.

株価年次⽐率,および株価週時⽐率の株価の2指標が,1位と2位にランクされた.
財務指標の23指標では,総資本当期純利益率(ROA)が3位に負債回転期間が4位
にランクされた.

負債回転期間＝流動負債＋ 固定負債
売上⾼ ×12

負債回転期間は,負債総額が売上⾼（⽉商）の何か⽉分に相当するかを⾒る
指標である.
所有の不動産の物件が売却できなければ,倒産に陥ってしまう.不動産業の特
性を表す指標が上位にランクされた.

31
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7.結論・今後の課題

本研究では,Decision Treeと Random Forest, Neural Network  ,Support
Vector Machine 4つの機械学習モデルを⽤いて建設業3578社と不動産業
の478社の23の財務指標と株価に関する4指標を追加した27指標を⽤いて
倒産予知モデルを構築した.

その結果建設業ではNeural Network ,不動産業ではNeural Network 
とSupport Vector Machineの精度が良かった.

また,株価指標を追加した27指標の⽅が23指標よりも良い倒産予知の精度
を確認することができた．

32

結論
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本研究の結果より,さらなる倒産予知モデルの精度向上を⽬指す.

• 倒産研究では,⾮倒産企業数に対して,倒産企業数が少ないという不均衡デー
タを扱わざるを得ない. この解決のためにSMOTO(Synthetic Minority 
Over-sampling Technic)を⽤いて不均衡データの影響を回避することを予
定している.

• 本研究の結果より, 倒産予知には株価が重要な役割を果たしていることが
明確になった. Visual Mining Studio には⽣存時間解析も⽤意されてい
るので,株価を⽤いた⽣存時間解析により倒産⽇を予測することを予定して
いる.

• 倒産⽇が予測できれば,将来の倒産の可能性について,より精度の良い精度の
情報を企業に提供することができる.

今後の課題
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