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ボラティリティはオプション価格や保有金融資産のリ
スクにも影響を与えることで知られており、ボラティ
リティの把握・予測の重要性は増している。 

ボラティリティの予測手法はARCH型モデルや確率
的分散変動モデルによる分析が主流。 

しかし金融危機時には 

 日経平均株価は急落、 

 年率ボラティリティが 

 100%を超える現象も。 

従来の手法で有意なボラ 

ティリティ予測ができるのか。 

 

 

金融危機直後！ 



従来手法であるARCH型モデルを金融危機時周辺
のデータを用いても有意なボラティリティの予測がで 

 きるかを検証する。 

ＡＲＣＨ型モデル間(本研究では4つのモデルを使
用)の精度を比較する。 

精度を図る上で必要となるボラティリティの真の値
にHistorical Volatility(以下、HV)とRealized 
Volatility(以下、RV）を利用し、この二つの指標に
対するARCH型モデルの有意性を検証する。 

 

 



渡部[2000]ではARCH型モデルを金融資産のボラ
ティリティ予測に利用し、その手法が広がる。 

渡部・佐々木[2000]ではＡＲＣＨ型モデルの誤差項

に裾野の厚いｔ分布を利用することで、有意な結果
を得ている。 

渡部・佐々木[2006]ではFIEGARCH,EGARCH, 

 GJR,GARCHの順に、ボラティリティの特徴をより多 

 く捉えたモデルで良い予測パフォーマンスを得てい 

 る。 

また渡部・佐々木[2006]ではRVをボラティリティの
真の値として検証に用いている。 

 



ボラティリティクラスタリング 

ボラティリティが高く（低く）なると、高い（低い）状態が
しばらく続く現象。持続性とも呼ばれている。一般に株
価の収益率の２乗には自己相関が見られる。 

・・・GARCH,EGARCH,TGARCH,FIEGARCH 

非対称性 

株価上昇日の翌日よりも下落日の翌日の方が高いボ
ラティリティが観測される傾向がある。投資家は良い
ニュースよりも悪いニュースに敏感に反応する。 

・・・EGARCH,TGARCH,FIEGARCH 

※特徴を捉えているモデルを下に記載 

 

 



 長期記憶性 

ある変数の𝑘次の自己相関係数を𝜌 𝑘 とすると、 

 𝜌 𝑘
∞

𝑘=1
= ∞ 

である時、この変数は長期記憶性を持つという。 

・・・FIEGARCH 

 短期記憶性 

 𝜌 𝑘
∞

𝑘=1
< ∞ 

である時、短期記憶性を持つという。一定の期間中にショック
(価格に影響を与えるニュースなど)の影響が消える性質。 

モデルのパラメータが定常性の条件を満たせば、ボラティリ
ティは短期記憶性を持つ。 

・・・GARCH,EGARCH,TGARCH 

 



株価のｔ期のリターン𝑅𝑡の定義 
 

　𝑅𝑡 = E 𝑅𝑡 𝐼𝑡−1 + 𝜀𝑡 
 

𝐼𝑡−1…ｔ－1期に利用可能な情報集合 

予測不可な変動𝜀𝑡を、非負な値𝜎𝑡と確率変数(誤差
項)𝑧𝑡の積として表す。 

𝜀𝑡 = 𝑧𝑡𝜎𝑡 
𝑧𝑡～i. i. d. , E 𝑧𝑡 = 0, 𝑉𝑎𝑟 𝑧𝑡 = 1 

 

 

この𝜎𝑡をボラティリティと呼び、以下のARCH型モデル
ではボラティリティの時系列変動を定式化する。 

 

 



ＧＡＲＣＨ（1,1）モデル 
 

　𝜎𝑡
2 = 𝛼 + 𝛽𝜎𝑡−1

2 + 𝜔𝜖𝑡−1 
 

𝛼 > 0    𝛽, 𝜔 ≥ 0 
 

二つ目の式は𝜎𝑡
2の非負制約 

ボラティリティクラスタリング：持続性があると、 𝛽 の
値は１に近づく 

非対称性：捉えていない 

定常性の条件：𝛽 + 𝜔 < 1 

パラメータは最尤法を用いて求める 

 



ＥＧＡＲＣＨ（1,0）モデル 
 

　 ln 𝜎2 = 𝛼 + 𝛽 ln 𝜎𝑡−1
2  

 

+θ𝑧𝑡−1 + 𝜔 𝑧𝑡−1 − 𝐸 𝑧𝑡−1  
 

ボラティリティクラスタリング： 

持続性があれば𝛽の値は １に近づく 

非対称性： 𝜃によって株価の上昇・下落によってボラ
ティリティの値に差が生まれる 

定常性の条件： 𝛽 < 1 



TGARCH（1,0）モデル 
　𝜎𝑡

2 = 𝛼 + 𝛽𝜎𝑡−1
2 + 𝜔𝜖𝑡−1 + 𝛾𝐷𝑡−1

− 𝜀𝑡−1
2  

 

𝛼 > 0    𝛽, 𝜔, 𝛾 ≥ 0 
 

ボラティリティクラスタリング： 

持続性があれば𝛽の値は１に近づく 

非対称性： 𝐷𝑡−1
− は𝜀𝑡−1がマイナス(プラス)の時に１

(０)となるダミー変数。これにより非対称性を捉える 

定常性の条件： α + 𝛽 + 𝛾
2 < 1 

 



FIEＧＡＲＣＨ（1,0）モデル 
　 1 − 𝛽 1 − 𝐿 𝑑 ln 𝜎𝑡

2 
= 𝛼 + 𝜃𝑧𝑡−1 + γ 𝑧𝑡−1 − 𝐸 𝑧𝑡−1  

 

 𝑑 = 0の時、EGARCHモデルと等しくなる。 

非対称性： 𝜃によって株価の上昇・下落によってボラ
ティリティの値に差が生まれる。 

記憶性： 𝛽 < 1の時、 

0<d < 1であれば、長期記憶性を持つ。さらに、
d < 0.5の時は定常、d ≥ 0.5の時は非定常となる。 



誤差項の式の𝑧𝑡の分布について 

株価のリターンの分布は 

 正規分布よりも裾野が分 

 厚い。 

本研究ではARCH型モデ 

 ルの誤差項𝑧𝑡には標準正 

 規分布とｔ分布を仮定し、 

 分布間の比較も行う。 

 ｔ分布の場合はモデルのパ  2008~09年の日経平均日次リターン 
ラメータ推定には疑似最尤 

 法を用いる。 



 2004年3月5日から2010年3月31日の日経平均株価
の日次変化率（％）1489個を利用。 

　日次変化率𝑡 % = ln
𝑋𝑡

𝑋𝑡−1
× 100 

モデルのパラメータ推定には500個のデータを利用。 

①2006年3月20日～2008年3年31日と、 

 ②2008年4月1日～2010年3月31日の２期間に分け
てボラティリティの予測値とHV・RVを比較し、その期間の
モデル・分布間の精度を比較(2004年3月20日は501個
目、2008年4月1日は1001個目)。 

 RVは2008年4月1日～の比較のみ。 



 日経平均株価変化率のそれぞれの基本統計量 
 2004年3月5日～2006年3月17日(500個) 

 

 

 

 2006年3月20日～2008年3月31日(500個) 

 

 

 

 2008年4月1日～2010年3月31日(489個) 

 
 

括弧内は標準誤差。平均は10%有意水準。尖度は3を越えたら正規分布よ
りも裾厚。ＬＢ(Ljung-Box統計量)より、変化率２乗に自己相関が見られる。 

これはボラティリティクラスタリングに整合。 



 HVは過去20日間の日次変化率から求める。 
 

　𝐻𝑉𝑡 % =期間中の標準偏差 
 

 RVとは日中のｎ個の変化率の総和 

 第ｔ日の𝑅𝑉𝑡は、 

　𝑅𝑉𝑡(%) =  𝑟
𝑡+𝑖

𝑛 
2

𝑛−1

𝑖=0
 

 𝑛 = ∞とすると、 Implied Volatilityに収束する。HVに
比べ、RVの変動は激しくなる。 

 本研究では、5分ごとの変化率データを使用、𝑛 = 56 

 
 

 



全体の流れ 

 

 

①,1~500

期のデータ     
からモデル
のパラメー  
タを推定 
②501期

目のボラ
ティ     
リティを予
測 
③HV・RV

と予測値を
比較 

①,2~501

期のデータ     
からモデル
のパラメー  
タを推定 
②502期

目のボラ
ティ     
リティを予
測 
③HV・RV

と予測値を
比較 

①,989~14
88期のデー

タからモデ
ルのパラ
メータを推定 
②1489期

目のボラティ     
リティを予測 
③HV・RVと

予測値を比
較 

i=1  to  989 



 予測値のパフォーマンスを比較するために回帰分析を行う。 
回帰モデル： 

𝐻𝑉𝑡 𝑜𝑟 𝑅𝑉𝑡 = 𝑎 + 𝑏𝜎 𝑡|𝑡−1
2 + 𝑒𝑡 

𝑒𝑡は誤差項。帰無仮説𝐻0: 𝑎 = 0, 𝑏 = 1を検定。 

 
自由度調整済み決定係数𝑅2でパフォーマンスを判断 
 モデル・分布の適合度の比較には、function:compareより 

・AIC(赤池情報量基準) 

・BIC(ベイズ情報量基準) 

・Likelihood 

を出力。 

 



 i=501(2008年4月1日～2010年3月31日のデータを使
用、ｖはｔ分布の自由度) 
 
 
 
 

              すべてのモデルにおいて、持続性と 

               非定常性を捉えている。またGARCH 

               モデル以外では非対称性を捉えてい 

               る。 

FIEGARCHモデルについては、S-plus・functionにて誤差項
にｔ分布の過程を実現できなかったので、本研究では扱わない。   

                

 
 
 



 RMSE(root mean squared error)を利用してモデル間の
予測値のパフォーマンスを比較。 

RMSE =
1

𝑇
 𝐻𝑉𝑡𝑜𝑟𝑅𝑉𝑡 − 𝜎 𝑡|𝑡−1

2 2𝑇

𝑡=1
 

 

 

 

 

 

 

 

 

 

ここでは、 HVではGARCHtモデル、RVではEGARCHnモデル
の予測パフォーマンスが一番良い。 



 回帰分析 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

ここではHVではGARCHtモデル、RVではEGARCHnモデルのパフォーマン
スが一番良い。しかし、F値を見ると、帰無仮説𝐻0: 𝑎 = 0, 𝑏 = 1はすべてに
おいて有意水準１％でも棄却されている。日次変化率にARCH型モデルを
適用すると、有意なバイアスが生じていることがわかる。 



i=1 

 

 

 

 

i=501 

 

 

 

 

i=745(2009年4月1日時点) 

 

 
時点によってばらつきはあるが、EGARCH,FIEGARCHモデルがボラティリ

ティの特徴をより的確に捉えていることがわかる。また、全体的に標準正規
分布よりもｔ分布の方が適合度が高い。 

 

 



 

モデルの適合度が一番低いGARCHモデルの予測パ
フォーマンスが一番良い。真のボラティリティがHVで
はGARCHモデルが過大評価されてしまう可能性が高
い。今後はHV以外の指標を導入する必要がある。 

 6.4結果より、ボラティリティには持続性・非対称性・短
期記憶性が備わっていると言える。また誤差項の分
布には、ｔ分布を用いた方が適合度が増す。 

 しかしARCH型モデルは金融危機時周辺のボラティリ
ティの予測、および、モデルの適合度は低下したこと
より、金融危機時周辺ではこの特徴は減衰したと言え
る。よって変動の大きい相場では、ARCH型モデル以
外のモデルも適用する必要がある。 

 



ボラティリティ変動モデル[2000]渡辺敏明著 

 Modeling Financial Time Series with S-
PLUS[2005] 

 ARCH型モデルとRealized Volatilityによるボラティ
リティ予測とValue-at-Risk[2006]渡辺敏明・佐々
木浩二著 

 Analysis of Financial Time Series[2005]Ruey 
S.Tsay 



 module(FinMetrics) 

 ##以下データの読み込み 

 import.data(DataFrame="dailyre0809h.txt1",FileName="d:/dailyre0809h.txt",FileType="ASCII") 

 print(dailyre0809h.txt1) 

 dr0809<-print(dailyre0809h.txt1) 

 import.data(DataFrame="RV0809h.txt1",FileName="d:/RV0809h.txt",FileType="ASCII") 

 print(RV0809h.txt1) 

 RV0809<-print(RV0809h.txt1) 

 tsplot(RV0809[,1],main="2008/4/1-2010/3/31 年率ＲＶ",xlab="time",ylab="volatility unit=%",type="l") 

 import.data(DataFrame="HV0809h.txt1",FileName="d:/HV0809h.txt",FileType="ASCII") 

 print(HV0809h.txt1) 

 HV0809<-print(HV0809h.txt1) 

 tsplot(HV0809[,1],main="2008/4/1-2010/3/31 年率ＨＶ",xlab="time",ylab="volatility unit=%",type="l") 

 

 



##以下モデルのパラメータ推定 

sigma.t.GARCH=1:989 

 for(i in 1:989){ 

  dri.garch = garch(dr0809[i:(i+499),]~1, ~garch(1,1)) 

  dri.garch.pred = predict(dri.garch,1) 

  sigma.t.GARCH[i] = sqrt(250) * dri.garch.pred$sigma.pred##％表示 

 } 

 ##以下ｔ分布を用いたモデルのパラメータ推定 

 sigma.t.GARCH.t=1:989 

 for(i in 1:989){ 

  dri.garch.t = garch(dr0809[i:(i+499),]~1, ~garch(1,1), cond.dist="t", trace=F) 

  dri.garch.t.pred = predict(dri.garch.t,1) 

  sigma.t.GARCH.t[i] = sqrt(250) * dri.garch.t.pred$sigma.pred 

 } 

 

 

 



 ##以下、モデルの適合度の比較 

 garch.compare = compare.mgarch(dri.garch,dri.garch.t) 

 egarch.compare = compare.mgarch(dri.egarch,dri.egarch.t) 

 tgarch.compare = compare.mgarch(dri.tgarch,dri.tgarch.t) 

 fiegarch.compare = compare.mgarch(dri.fiegarch) 

 

 garch.compare 

 egarch.compare 

 tgarch.compare 

 fiegarch.compare 

 ##以下ＲＶの回帰分析 

 RVsigma.0809g.fit = OLS(RV20809[1:489]~sigma.t2.GARCH[501:989]) 

 RVsigma.0809g.fit 

 summary(RVsigma.0809g.fit) 

 RVsigma.0809gt.fit = OLS(RV20809[1:489]~sigma.t2.GARCH.t[501:989]) 

 RVsigma.0809gt.fit 

 summary(RVsigma.0809gt.fit) 

 

 



 ##以下ＨＶの回帰分析 

 HVsigma.5g.fit = OLS(HV20809[1:500]~sigma.t2.GARCH[1:500]) 

 HVsigma.5g.fit 

 summary(HVsigma.5g.fit) 

 HVsigma.5gt.fit = OLS(HV20809[1:500]~sigma.t2.GARCH.t[1:500]) 

 HVsigma.5gt.fit 

 summary(HVsigma.5gt.fit) 

 

 

 


